PLIEGO DE PRESCRIPCIONES TECNICAS QUE HABRA DE
REGIR LA LICITACION, MEDIANTE PROCEDIMIENTO ABIERTO,
PARA LA CONTRATACION DEL SERVICIO DE Sistema de
Inteligencia Artificial para la Predicciéon de Consumos y
Presiones en las Redes de Abastecimiento y Saneamiento de
Gipuzkoako Urak vinculado a la actuacion A19 del proyecto
TRADIGUSA financiado CON FONDOS PROCEDENTES DEL
MECANISMO PARA LA RECUPERACION Y RESILENCIA — NEXT
GENERATION EU EN EL MARCO DEL COMPONENTE 5
“PRESERVACION DEL LITORAL Y RECURSOS HiDRICOS”
INVERSION 3 (C5.13) DENOMINADA «TRANSICION DIGITAL EN
EL SECTOR DEL AGUA»

Diciembre 2025

1. INTRODUCCION Y OBJETO DEL CONTRATO

1.1. Objeto

El objeto del presente lo constituye la prestacion de los servicios para el desarrollo, implantacion e
integracion de un sistema avanzado de Inteligencia Artificial (IA). En concreto, se refiere al
desarrollo de una aplicacién para la gestibn de fugas y la monitorizacion de las redes de
abastecimiento y saneamiento de Gipuzkoako Urak vinculada a la actuacién A19 del proyecto
TRADIGUSA financiado con fondos procedentes del mecanismo para la recuperacién y resiliencia -
Next Generation EU- en el marco del componente 5 “Preservacion Del Litoral Y Recursos Hidricos”
inversion 3 “Transicion Digital En El Sector Del Agua” de la tercera convocatoria para la mejora de la
eficiencia del ciclo urbano del agua (PERTE Digitalizaciéon Del Ciclo Del Agua). Consistira en la
modelizacion y prediccidon de series temporales (caudales, presiones y otras sefiales operativas)
procedentes de las redes municipales de abastecimiento gestionadas por Gipuzkoako Urak.

El sistema tiene como fin ultimo la deteccion temprana de anomalias (fugas, fraudes, fallos de
sensorizacion) mediante la comparacién entre el comportamiento predicho por el modelo y el
comportamiento real observado, sirviendo como motor de inteligencia para la plataforma ADI
(Alarmen eta Datuen Integrazioa). .

1.2. Contexto Operativo
La infraestructura actual incluye:

+ Mas de 1.200 sefiales activas (aproximadamente 850 de caudal y 350 de presion).
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Frecuencia de muestreo de 5 minutos (288 registros diarios por sefial).

Heterogeneidad de patrones: DMAs domésticos, industriales, zonas turisticas y redes con
alta variabilidad estacional.

Integracion con la plataforma ADI para la gestion centralizada de alarmas y datos.

1.3. Justificacion

La prediccion precisa del comportamiento hidraulico permite optimizar la operacién de la red,
reducir las pérdidas de agua no registrada (ANR), anticipar necesidades de mantenimiento y
cumplir con los objetivos de eficiencia establecidos por la normativa vigente y los planes directores
de la entidad.

2. ALCANCE TECNICO GENERAL

El adjudicatario debera suministrar una solucién integral, modular y basada en microservicios
que abarque los siguientes componentes funcionales:

1.

Ingesta y Preprocesamiento: Tratamiento automatizado de series historicas de mas de
1.200 sensores, incluyendo limpieza de datos, interpolacion de huecos y normalizacién.

Modelado Predictivo: Seleccién dinamica y entrenamiento de modelos éptimos por sefal,
adaptados a las caracteristicas especificas de cada punto de medida.

Detecciéon de Anomalias: Algoritmos de comparacion prediccion vs. realidad con umbrales
adaptativos y clasificacion de tipos de evento.

Visualizacién y Observabilidad: Interfaz grafica web para la inspeccién de sefales,
predicciones, intervalos de confianza y métricas de error en tiempo real.

Ciclo de Vida del Modelo (MLOps): Arquitectura segregada para inferencia (CPU) y
reentrenamiento (GPU), con versionado y trazabilidad de experimentos.

Integracion Bidireccional: Exposicion de resultados via APl REST y consumo de datos
reales de ADI para evaluacion continua del rendimiento.

Sistema de Alertas Inteligente: Generacién de notificaciones categorizadas por severidad
y tipo, con integracion en los flujos de trabajo existentes.

3. REQUISITOS DE INGESTA Y PREPROCESAMIENTO DE DATOS

3.1. Fuentes de Datos

El sistema debera conectarse a las siguientes fuentes:

Base de Datos: Base de datos principal para histéricos de senales (lecturas de caudal y
presion), Open Source (PotgreSQL o similar).

API de ADI: Para la recepcion de datos en tiempo real y el envio de predicciones/alertas.

Catalogo de sensores: Metadatos de cada punto de medida (ubicacién, tipo de DMA,
caracteristicas de la zona, fecha de instalacién).
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3.2. Tratamiento de Calidad de Datos

El médulo de preprocesamiento debera implementar:

Deteccidén y tratamiento de valores atipicos: Identificacion de outliers mediante métodos
estadisticos (IQR, Z-score) o modelos de deteccion de anomalias.

Interpolacion de huecos: Relleno de valores faltantes utilizando técnicas apropiadas
(interpolacién lineal, splines, o imputacion basada en patrones historicos).

Normalizacion y escalado: Preparacion de los datos para su uso en modelos de Machine
Learning.

Deteccidn de fallos de sensor: Identificacion de patrones indicativos de mal
funcionamiento (valores constantes prolongados, derivas subitas, ruido excesivo).

Agregacion temporal: Capacidad de generar series horarias y diarias a partir de los datos
de 5 minutos.

3.3. Gestion de Cold Start (Nuevas Senales)

Cuando ADI incorpore un nuevo sensor:

El sistema comenzara a ingestar datos inmediatamente.

Existira un periodo de aprendizaje configurable (recomendado: 2-4 semanas) durante el
cual no se emitiran alertas predictivas.

Opcionalmente, se podran utilizar modelos proxy basados en DMAs similares hasta
disponer de historia suficiente.

4. REQUISITOS DE LOS MODELOS PREDICTIVOS Y ESTADISTICOS

El sistema debera implementar técnicas de Machine Learning y Deep Learning para generar una
‘curva de comportamiento esperado' para cada sefal.

4.1. Seleccion Dinamica del Modelo (AutoML)

Dada la heterogeneidad de las sefales (caudales en DMAs domésticos vs. industriales, presiones
estables vs. variables), la solucién no debe limitarse a un unico algoritmo.

El sistema evaluara y seleccionara automaticamente el modelo que mejor se ajuste a cada
senal especifica.

Modelos candidatos minimos: ARIMA/SARIMA (sefales lineales simples), Prophet
(estacionalidades fuertes), LSTM/GRU (dependencias temporales complejas), Transformers
(Lag-Llama, Temporal Fusion Transformer para dependencias a largo plazo).

El dataset de entrenamiento sera suministrado por Gipuzkoako Urak, debiendo el sistema
realizar la separacién automatica en conjuntos de Train, Validation y Test.

4.2. Métricas de Evaluacion de Error

Pagina 3 de 13



CesTON P CesTION
DE LA CALIDAD EN EL TRABAK AMBIENTAL

[ = |2 |

Para validar la calidad de las predicciones, el sistema calculara y monitoreara las siguientes

métricas:
Métrica Férmula Propésito
RMSE V(E(yi - ¥i)2 1 n) Penalizar grandes desviaciones
(picos de fuga)
MAE 2lyi-yi|/n Interpretar error medio en
unidades (l/s, mbar)
MAPE Zlyi-yi| /yix100/n Comparar rendimiento entre

sectores

Criterio de aceptacion: Se exigira un RMSE promedio inferior al 10% del caudal medio del sector
para dar el modelo por valido. MAPE promedio <10% y MAE segun la tabla adjunta:

Tipo de Senal Rango Tipico MAE Aceptable Observaciones
Caudal DMA pequeno 5-201/s <1-2lls Zonas residenciales
Caudal DMA medio 20-1001/s <5-101/s Zonas mixtas
Caudal DMA grande 100 - 300 I/s <15-20 /s Cabeceras de sector
Caudal industrial 300 - 500+ I/s <25-351/s Alta variabilidad
Presion en red 2 -6 bar <0.1-0.2 bar Sefiales estables

Nota: Estos valores son orientativos y deberan ajustarse en funcion de las caracteristicas
especificas de cada punto de medida. Se recomienda que el MAE no supere el 10% del caudal
medio de cada sensor como regla general.

4.3. Estacionalidad y Patrones Temporales
Los modelos deben capturar explicitamente la estacionalidad inherente a la demanda de agua:
* Patron Diario: Curvas de modulacion horaria (minimos nocturnos vs. puntas diurnas).

« Patréon Semanal: Diferenciacion automatica entre dias laborables, fines de semana y
festivos (calendario configurable por municipio).

« Patrén Anual: Influencia estacional (temperatura, estacionalidad turistica, periodos
vacacionales).

» Eventos especiales: Capacidad de incorporar regresores externos (festivos locales,
eventos deportivos, meteorologia).
4.4. Robustez ante "Deriva de Fugas" (Avoiding Blind Following)

El algoritmo predictivo debe evitar el sobreajuste (overfitting) a cambios lentos y graduales que
indiquen una fuga incipiente.
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Requisito: EI modelo no debe adaptarse inmediatamente a un incremento paulatino del
caudal minimo nocturno asumiéndolo como "nuevo consumo normal”.

Solucion Técnica: Implementaciéon de mecanismos de trend dampening o ventanas de
entrenamiento de largo plazo que ponderen mas el comportamiento histérico sano que el
reciente anomalo.

4.5. Evaluacion Continua del Error en Tiempo Real

El sistema implementara un médulo de Evaluacién Online:

Conexién con ADI para recibir el dato real tan pronto esté disponible.
Comparacion del dato real vs. la prediccion realizada anteriormente.

Célculo de métricas rodantes (Rolling RMSE, MAE) en ventanas configurables (ultimas
24h, ultima semana).

Alarma de Degradacion: Si el error medio supera un umbral predefinido (ej. RMSE > 15%
del caudal medio), se generara una alerta técnica de "Modelo Descalibrado".

5. FUNCIONALIDAD DE DETECCION Y GESTION DE EVENTOS

5.1. Deteccion de Anomalias

La anomalia se define como la divergencia significativa entre el valor predicho y el real que
supera un umbral de confianza (intervalo de prediccion). El sistema clasificara los eventos en:

Tipo de Evento Posibles Causas

Aumento de Consumo Posible fuga, nuevo suministro no registrado, conexion ilegal

Disminucion de Consumo Fallo de contador, obstruccion, baja de suministro, fuga

reparada

Anomalia de Presién Rotura de tuberia, operacion de valvulas, problemas en

bombeo, problemas en reductora de presion

Para dotar de mayor certeza a los eventos de aumento y disminucion de consumo, el sistema se
debera conectar con ADI para obtener los valores de m3 inyectados y consumidos diariamente en
cada DMA.

5.2. Logica de Offset por Objetivos de ANR

El sistema debe permitir la comunicacién con ADI para la obtencion de los objetivos anuales de
reduccion de Agua No Registrada (ANR) por DMA.

Funcionalidad: EI modelo predictivo aplicara un offset negativo configurable a la prediccion
base, generando una "curva objetivo" inferior a la histérica.

Objetivo: Si el caudal real no desciende para encontrarse con esta curva predicha (con
offset), el sistema alertara de que no se estan cumpliendo los objetivos de reduccion.
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5.3. Reajuste Post-Reparacion (Structural Breaks)

Cuando se confirma y repara una fuga, el modelo matematico queda invalidado por el cambio
estructural en la serie.

* Requisito: El sistema debe detectar o recibir la notificacién de "Fuga Reparada".
¢« Accion 1 - Recalcular Offset: Si la disminucion se mantiene, se valida el nuevo nivel base.

* Accidn 2 - Limpieza de Dataset: El periodo de la fuga debe ser marcado como "anémalo"
y excluido de futuros entrenamientos.

5.4. Gestion de Cambios Estructurales
Ante cambios fisicos en la red (resectorizacion, nuevas urbanizaciones, cambios de régimen):

» El sistema debe permitir la creacion de alertas por minimos.

* Se activara un reentrenamiento forzoso del modelo ignorando los datos histéricos previos
al cambio.

+ Opcionalmente, se aplicaran técnicas de transferencia de aprendizaje (transfer learning)
si fuera viable.
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6. ARQUITECTURA, INTEGRACION Y OPERACION

El sistema debera seguir una arquitectura de microservicios contenerizados, garantizando la
escalabilidad, mantenibilidad y separacion de responsabilidades.
6.1. Arquitectura de Contenedores (Docker)

La solucién debera entregarse orquestada (Docker Compose o Helm Charts para Kubernetes) y
dividida en, al menos, los siguientes contenedores independientes:

A. Contenedor de Inferencia y APl (CPU-Optimized)

* Funcién: Servir las predicciones a ADI, calcular métricas de error en tiempo real y exponer
la API REST.

* Caracteristicas: Ligero, optimizado para ejecucién en entornos estandar sin GPU.

* Responsabilidad: Ingesta de datos reales desde ADI, inferencia rapida (<3s) y deteccién
de anomalias operativas.

* Disponibilidad: 24/7 con alta disponibilidad.

B. Contenedor de Entrenamiento y Mantenimiento (GPU-Enabled)

* Funcion: Ejecutar procesos pesados de entrenamiento inicial, reentrenamiento perioédico y
optimizacion de hiperparametros (AutoML).

* Infraestructura: Preparado para servidores con aceleracion por hardware (NVIDIA GPUs),
utilizando CUDA y cuDNN para modelos de Deep Learning.

» Activacién: Bajo demanda (trigger manual), por calendario (crontab) o disparado por la
"Alarma de Degradacion”.

C. Contenedor de Visualizacion (Dashboard)
* Funcioén: Interfaz grafica web para el equipo técnico de Gipuzkoako Urak.

* Tecnologia Recomendada: Streamlit, Dash (Plotly) o Grafana conectado a la base de
datos de resultados.

+ Capacidades requeridas:

o Visualizador de Senales: Graficas interactivas con zoom mostrando historia,
prediccion, intervalos de confianza y anomalias.

o Monitor de Métricas: Panel de estado con RMSE/MAPE actual por sector.
o Gestidon de Modelos: Botones para forzar reentrenamiento de sectores especificos.

o Historico de Alertas: Registro y filirado de eventos detectados.

D. Contenedor de Base de Datos Operativa

* Funcioén: Alimacenamiento de métricas en tiempo real, caché de predicciones y estado de
modelos.
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+ Tecnologia Recomendada: PostgreSQL/TimescaleDB (series temporales) o Redis (caché
de alta velocidad).
6.2. Integracién con Plataforma ADI (Bucle Cerrado)
El sistema funcionara en un ciclo cerrado de retroalimentacién con ADI:
1. Envio: El sistema envia la prediccion (t+1 a t+24h) a ADI.

2. Recepcidén: ADI envia (o el sistema consulta) los datos reales medidos una vez transcurrido
el tiempo, asi como los datos de m3 inyectados y consumidos diariamente en cada DMA.

3. Evaluacién: El sistema calcula la discrepancia y actualiza métricas rodantes.
4. Accioén:
o Si el error es bajo: Se almacena para historico.
o Siel error es alto (Anomalia Hidraulica): Se notifica posible fuga a ADI.
o Si el error es alto y persistente (Error de Modelo): Se notifica alarma técnica al
administrador.
6.3. API REST
Se expondran endpoints seguros para que ADI consulte:
* Predicciones horarias y diarias por sensor/DMA.
» Alertas de anomalias activas y su clasificacion.
+ Estado de salud de los modelos.
* Formato de respuesta: JSON conteniendo Timestamp, Valor Predicho, Intervalo de
Confianza Superior/Inferior, Flag de Anomalia y Tipo de Evento.
6.4. Registro y Trazabilidad de Modelos (MLOps)
Se requiere la implementacion de un sistema de registro de modelos:
* Herramienta recomendada: MLflow o similar.

* Funcionalidades: Versionado de binarios de modelos, métricas de entrenamiento,
parametros e hiperparametros, y capacidad de rollback a versiones anteriores.

7. ENTORNO TECNOLOGICO

Componente Especificacion

Lenguaje de Programacion Python 3.11+

Librerias ML/DL Darts, Prophet, Scikit-learn, TensorFlow/PyTorch, Optuna
Contenedorizacion Docker, Docker Compose / Kubernetes (Helm Charts)
Base de Datos Historicos PostgreSQL o equivalente
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Componente Especificacion

Base de Datos Operativa PostgreSQL/TimescaleDB o Redis
Aceleracion GPU NVIDIA CUDA, cuDNN (nvidia-docker runtime)
MLOps/Registro MLflow o equivalente

Visualizacion Streamlit, Dash (Plotly) o Grafana

8. ENTREGABLES

El adjudicatario debera entregar los siguientes elementos:

8.1. Cddigo y Artefactos
1. Cédigo Fuente: Debidamente documentado, comentado y versionado en repositorio Git.
2. Artefactos de Despliegue:

o Dockerfiles optimizados (inferencia, entrenamiento GPU, visualizador, base de
datos).

o Archivo docker-compose.yaml o Helm Chart para despliegue conjunto.

3. Modelos Entrenados: Binarios iniciales de los modelos para las +1.200 sefales.

8.2. Documentacion

4. Manual de Despliegue: Instrucciones detalladas para configurar el entorno, incluyendo
requisitos de GPU (drivers, nvidia-docker runtime).

5. Documentacion de Algoritmos: Justificacion matematica de la seleccion de modelos y
configuracion de hiperparametros.

6. Manual de Usuario del Visualizador: Guia de uso de la interfaz web para el equipo
técnico.

7. Documentacion de API: Especificacion OpenAPIl/Swagger de todos los endpoints.

8.3. Plan de Mantenimiento

8. Plan de Mantenimiento Evolutivo: Procedimiento para la recalibracion periédica
(semestral) de los modelos ante la degradacion natural de la precision.

9. Protocolo de Actuacion: Procedimientos ante alarmas de degradacién, cambios
estructurales y eventos especiales.

9. CRITERIOS DE ACEPTACION Y NIVEL DE SERVICIO

9.1. Criterios de Rendimiento del Modelo
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Criterio Umbral de Aceptacion

RMSE promedio por modelo < 10% del caudal medio del sector
Tasa de deteccion de fugas simuladas = 85%

Tasa de falsos positivos < 5% de las alertas generadas

9.2. Criterios de Rendimiento del Sistema

Criterio Umbral de Aceptacion
Latencia de inferencia (API) < 3 segundos
Tiempo de carga del Visualizador < 2 segundos por seial
Reduccién tiempo entrenamiento con GPU = 50% respecto a CPU

Disponibilidad del servicio de inferencia = 99.5%

9.3. Validacién Funcional

1. Sistema de alertas de "Salud del Modelo" funcional y validado.
Integracion bidireccional con ADI operativa y verificada.
Visualizador con todas las funcionalidades especificadas implementadas.

Proceso de reentrenamiento automatizado y documentado.

a > @ N

Gestién de Cold Start para nuevos sensores implementada.

10. PLAN DE EJECUCION Y FASES DEL PROYECTO

10.1. Fases del Proyecto
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El proyecto se ejecutara en un plazo maximo de 4 meses, distribuidos en 3 meses de desarrollo e

implantacion y 1 mes de pruebas y validacion.

Fase Descripcion Duracién Semanas

1 Analisis y Diseino 2 semanas

Andlisis de datos, definicion de arquitectura,
especificacion de interfaces y plan detallado.

2 Desarrollo del Core Predictivo 4 semanas

Motor de ingesta, preprocesamiento, médulo AutoML
y algoritmos de deteccion de anomalias.

3 Entrenamiento de Modelos 3 semanas

Entrenamiento para las 1.000+ sefales, validacién de
métricas y ajuste de hiperparametros.

S1-S2

S3 - S6

S7 -S89
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Pruebas de integracion, pruebas de carga, validacion
de criterios de aceptacion, formacion al equipo y
ajustes finales.

Desarrollo e Implantacion (Fases 1-4)

Pruebas y Validacién (Fase 5)

10.2. Hitos de Control
Hito

Entregable

Fase Descripcion Duracioén Semanas
4 Integracion y Visualizacion 3 semanas S10 - S12
API REST, integracion con ADI, dashboard de
visualizacion y despliegue en contenedores.
5 Pruebas y Validacion 4 semanas S$13 - S16

12 semanas (3 meses)

4 semanas (1 mes)

Fecha

H1 Documento de disefio y arquitectura validado Semana 2

H3 Modelos entrenados y métricas validadas (100% Semana 9
senales)

H5 Pruebas de aceptacion superadas y formacion Semana 15

Pruebas de integracion: Verificacion de la comunicacion bidireccional con ADI y correcta

completada

ingesta de datos.

10.3. Detalle de la Fase de Pruebas y Validacion

Durante el mes dedicado a pruebas y validacion (Fase 5) se realizaran las siguientes actividades:

Pruebas de carga: Validacion del rendimiento con las 1.000+ sefiales en tiempo real.

Validacion de criterios de aceptacion: Comprobacion de métricas (RMSE, MAPE,
latencia, disponibilidad).

Pruebas de detecciéon de anomalias: Simulacién de fugas y verificacion de la tasa de
deteccion.

Formacioén al equipo técnico: Capacitacion en el uso del visualizador y gestion de alertas.

Ajustes y correcciones: Resolucién de incidencias detectadas durante las pruebas.

Documentacion final: Entrega de manuales, documentacion técnica y de usuario.
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11. GARANTIA Y SOPORTE POST-IMPLANTACION

11.1. Periodo de Garantia

El adjudicatario garantizara el correcto funcionamiento del sistema durante un periodo minimo de
24 meses desde la recepcion definitiva, incluyendo:

» Correccion de errores y bugs detectados.
» Soporte técnico ante incidencias.

* Actualizaciones de seguridad.

11.2. Niveles de Servicio durante Garantia

Severidad Tiempo de Respuesta Tiempo de Resoluciéon
Critica <4 horas < 24 horas
Alta < 8 horas < 48 horas
Media < 24 horas < 5 dias laborables
Baja < 48 horas < 10 dias laborables

12. PROPIEDAD INTELECTUAL Y CONFIDENCIALIDAD

12.1. Propiedad del Desarrollo

Todos los desarrollos, codigo fuente, modelos entrenados, documentacién y cualquier otro
entregable producido en el marco de este contrato seran propiedad exclusiva de Gipuzkoako
Urak, quien podra disponer de ellos sin restriccion alguna.

12.2. Confidencialidad

El adjudicatario se compromete a:

* Mantener la estricta confidencialidad de todos los datos operativos de las redes de
abastecimiento.

* No utilizar los datos proporcionados para fines distintos a los del presente contrato.
* Implementar las medidas de seguridad necesarias para la proteccion de la informacion.

«  Cumplir con la normativa vigente en materia de proteccion de datos (RGPD, LOPDGDD).
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ANEXO I: DIAGRAMAS DE GESTION DE LOS EVENTOS

Evento con disminucion de consumo

Evento con disminucion

Flnicia Y F.Fin

Finicio YNOF. Fin

Quitarla anomalia dela
sehal de entrenamiento
(Automatica)

Quitar offset ala prediccion

La sefial de reentrene e
guardara can laprediceian]
(p.e: Obra)

1-Alerta por prediccién
2-Alerta par minimos. (p.e:
resectorizacion]

Evento con aumento de consumo

Eventa conaumento

1
Flnicio YNOF. Fin
Fulnicio YFFin

Semantiane
indefinida?
[ 1
sl NO
Alerta por minimos.
(desde fecha ce Inicio

Recalcular offset
1-Alerta porprediccion
2-Alerta porminimas

gusrdar prediceién para

entrenamiente)
abastecimientos)

1-Quitar anomalia de la
seiial de entrenamiento
2 Mirar si hay offcet
negativo yactualizar
prediccén

Quitarta anamaliade la

seial de entrenamiento

(p.e: evento fortuito,valvuia
abierta)

Dejar la sefal de.
entrensmiento canla

anometia {peciicatas) Sustitur tram del evento.

porla prediecion
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